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Abstract : The paper suggests an algorithm for detecting driver’s high cognitive workload using driving performance and 

physiological data. The algorithm adopts radial basis probabilistic neural network (RBPNN) to construct estimation models. In 

order to train and test the models, combinations of two driving performance data including velocity and steering wheel reversal 

rate(SRR), and three physiological signals including inter-beat interval(IBI), skin conductance level(SCL) and skin temperature 

were considered as measures of cognitive workload. The training and testing data were collected from on-road driving 

experiments of 13 subjects who were asked to complete three levels of difficulty of a delayed digit-recall task (n-back task). As 

a result, The best performance was achieved from a combination of measures including SCL, skin temperature and velocity 

over 10 seconds time window with an average accuracy of 94.2%. It is expected that the accuracy can be improved applying 

more sophisticated algorithms and various window sizes and combinations. 
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1. 서 론 

 

최근 운전 중 휴대전화와 같은 전자 제품의 사

용으로 인해 교통사고 발생이 증가함에 따라 도로

교통법에 의거하여 운전에 방해가 되는 전자 제품

의 사용을 위법사항으로 제한하고 있다. 뿐만 아

니라 네비게이션, 지능형 정속주행장치 등의 다양

한 운전자지원장치의 사용이 증가되고 있는데, 과
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도하게 설계된 자동차 인터페이스는 운전자의 안전

을 저해할 수 있다는 연구들이 보고되고 있다. 1), 2) 

따라서 운전자의 안전을 위협하는 원인이 되는 

운전자의 부하를 고려해 안전 운전을 지원하는 지

능형 자동차를 개발이 이루어지고 있다. 지능형 자

동차는 운전자의 특성을 고려해 운전자의 정신적 

부하 수준에 따라 경고음 같은 운전자 부하 모니터

링 시스템 등을 적시에 제공해 주는 운전자 친화적 

차세대 자동차이다. 운전자의 부하 정도는 자동차

의 주행 정보나 생체신호 등을 통해 파악이 가능하

며, 이와 같은 정보를 분류하기 위해서 데이터마이

닝 기법을 이용할 수 있다. 실시간으로 운전자 상

태를 파악하는 것은 지능형 자동차 개발을 위한 핵
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심 기술이며 이전 연구들을 통해 운전자의 의도나 

부하를 파악하는 연구들이 수행되고 있다. 3) 

본 연구에서는 안전을 위한 지능형 자동차 적용

을 위해 실제 차량운전실험을 통해 운전 수행도

(Driving performance)와 생리학적 신호

(Physiological signal)를 데이터마이닝 기술 중 

하나인 신경망을 사용하여 운전자의 인지부하를 

감지하고자 한다. 

 

2. 방 법 

 

2.1 실험 설계 

인지 부하의 정도를 평가하기 위한 운전 실험의 

설계를 위한 단계는 실험 환경, 피실험자 선정, 

실험 절차로 구성된다. 

  

2.1.1 실험 환경 

데이터를 수집하기 위한 실험은 국내 H사의 G차

량에서 수행되었고, 데이터는 운전자의 운전 수행

도와 생체 정보로 구분된다. 

운전 수행도는 G차량의 내부 네트워크를 이용하

여 획득하였다. 국제 차량 네트워크 표준으로 적

용된 CAN 프로토콜에서 주기적으로 제공되는 주행, 

제동 및 조향에 관련된 차량 정보 메시지를 

Kvaser사의 Leaf SemiPro인터페이스를 이용하여 

획득하였다. 제동 및 조향에 대한 정보는 

HS_CAN(500Kbps) 메시지를 통하여 획득하고 주행

에 관련된 정보는 LS_CAN(100 Kbps) 메시지를 통

하여 주기적으로 획득하였다.  

운전자 생체 정보는 차량의 트렁크에 상용 장비

(MEDAC System/R)를 설치하여 획득하였다. 상용 

장비는 운전자의 근전도, 혈류량, 호흡도와 피부

전도도를 실시간으로 표시하고 저장하는 기능을 

가지고 있다. 운전자의 생체 신호 정보는 Main 

Control PC의 동기화 신호에 따라 주기적으로 저

장된다. 4) 

 

2.1.2 피실험자 선정 

주 3회 이상 운전을 하며 신체적, 정신적으로 

문제가 없는 20대 남자 13명을 선정하여 실험을 

수행하였다. 또한 기본적인 인지능력을 검사하기 

위하여 MMSE(Mini Mental Status Exam)를 시행하

였으며, 30점 만점에 27점 이상을 획득한 사람을 

피실험자로 선정하였다. (M=27.9, SD=3.13). 

 

2.1.3 실험 절차 

실험절차는 주행 실험을 중심으로 주행 전 단계

와 주행 후 단계로 구성하였다.  

실험 단계에서는 운전 중에 인지 부하를 주는

Secondary task로 음성으로 제시된 숫자를 기억하

며 대답하는 N-back task를 사용하였다. 5) 본 실험

에서 N-back task는 3단계의 난이도로 구성되며, 

가장 낮은 난이도로 숫자를 듣고 말하는 0-back, 

중간 난이도로 한 숫자 전에 제시된 숫자를 기억하

며 말하는 1-back, 그리고 가장 높은 난이도로 두 

숫자 전에 제시된 숫자를 말하는 2-back을 이용하

였다. 한 번의 실험에서 세 개의 난이도를 모두 수

행하였는데, 각 난이도를 수행하는 순서는 무작위

이며 각각 난이도마다의 수행 시간은 2분이며, 한 

단계가 끝나면 2분을 휴식하고 다음 단계를 수행하

였다. 운전자에게 안전을 가장 우선 순위로 두고, 

N-back task보다는 운전에 집중할 것을 요구하였다. 

실험 주행 구간은 중부내륙지선 달성 2터널로부터 

영산 IC까지 약 38km의 편도 2차선 고속도로로 구

성되었다. N-back task는 mp3 플레이어를 차량 오

디오에 연결하여 특정한 위치가 되면 시작하도록 

하였다.  

 

2.2 모델 특징 

2.2.1 인지 부하의 정의 

난이도에 따른 인지 부하(cognitive workload)의 

분류를 위해 본 연구에서는 2개의 단계(level), 즉 

N-back의 수행 없이 운전을 수행하는 구간(Normal 

driving)과 가장 높은 난이도(2-back)의 구간을 이

용하여 인지 부하의 유무를 정의(Definition)하였

다. 

 

2.2.2 입력 특징 선택 

난이도에 따른 인지 부하의 분류를 위해 운전 수

행도(driving performance)와 생체 정보

(Biosignal)를 입력 특징(input features)으로 사

용하였다.  

운전 수행도는 차량의 속도, 조향각(Steering 

wheel angle)을 바탕으로 계산되었다. 실험 구간에

서의 평균속도를 종방향의 평가 지표로 사용하였고, 

조향 반전 비율인 SRR(Steering wheel reversal 
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rate)을 횡방향의 평가지표로 사용하였다. SRR을 

계산하기 위해서는 먼저 일정 시간 동안 수집된 

조향각 데이터를 2차 Butterworth-filter를 이용

하여 Low-pass 필터링을 하며, 2Hz의 cut-off 주

파수를 사용하였다. 필터링 된 데이터들에서 조향 

반전 횟수를 계산하여 SRR을 구하는데, 꺾이는 정

도를 판단하는 임계치를 0.1도로 하였다.6) 

생체 정보는 Medac System/3 (NeuroDyne 

Medical Corp.)을 사용하여 획득되며, 심전도

(Electrocardiogram, ECG), 피부 전도도 (Skin 

Conductance)와 온도(Temperature) 정보로 구성된

다. 심전도를 이용하여 RR 간격(R-R interval)을 

획득하며, 피부 전도도 센서와 온도 센서는 손가

락으로부터 피부의 전기적 활동(Electrodermal 

activity)과 온도 변화를 측정한다. 7) 

운전 수행도와 생체 정보는 모두 평균값

(average)을 이용하였다. 

  

2.2.3 Window Size 설정 

본 논문에서는 윈도우 크기(Window size)를 10, 

20 및 30초로 선정하였으며, 입력 특징을 추출하

기 위한 윈도우 크기를 이용하여 운전 수행도와 

생체 정보를 각각 평균을 내어 계산하였다. 

 

2.2.4. 특징 조합 

입력 특징은 RR 간격을 1, SCL을 2, skin 

temperature를 3, SPD를 4, SRR을 5로 하여 31가

지 조합을 생성하였다<표 1>.  

 

2.2.5. 모델 학습과 평가 

운전자의 인지 부하의 분류를 위한 알고리즘으로 

RBPNN (Radial basis probabilistic neural 

networks)을 사용하였다. RBPNN 알고리즘은 매틀랩

(MATLAB) 소프트웨어의 NEWPNN function을 사용하

여 학습 및 평가가 이루어졌다.  

모델의 학습 및 평가는 윈도우 크기를 통해 다수

의 부분(segment)으로 나뉘게 된다. 예를 들어, 윈

도우 크기가 10초 일 경우 2분의 실험 구간은 12개

의 윈도우를 가지게 되며, 20초 일 경우 6개, 30초

는 4개의 윈도우를 가지게 된다. 각각의 실험 구간

은 cross-validation scheme을 사용하여 입력 특징

의 절반은 학습을 위해, 나머지 절반은 평가를 위

해 사용된다. 따라서 RBPNN모델은 30초 윈도우 크

기일 경우, 학습과 평가에 각각 13 (subjects) x 2 

(levels) x 2 (segments) = 52개를 가지게 된다. 

마찬가지로 20초의 모델은 13 x 2 x 3 = 78, 30초 

모델은 13 x 2 x 6 = 156개를 가지게 된다.  

본 논문에서는 성능 평가를 위해 분류 알고리즘

의 성능 평가 기준으로 민감도(sensitivity), 특이

도(specificity), 분류율(accuracy)을 사용하였다. 

TP(true positive)는 인지부하가 있을 때 인지부하

가 있는 것으로 분류되는 것을, FP(false 

positive)는 인지부하가 없을 때 인지부하가 있는 

것으로 분류 되는 것을 의미한다. TN(true 

negative)은 인지부하가 없을 때 인지부하가 없는 

것으로 분류되는 것을 의미하며 FN(false 

negative)은 인지부하가 있을 때 인지부하가 없는 

것으로 분류되는 것을 의미한다. 8) 

 

 

3. 결 과 

 

<표 2>는 RBPNN을 적용한 31개 조합에 따른 결과

를 나타낸다. 성능 평가 기준을 나타내는 분류율, 

민감도 및 특이도는 윈도우 크기와 입력 특징에 따

라 다양한 결과를 나타낸다. 실험 결과 중, 가장  

Table 1 Feature Combination 

 Feature no. Feature combination 

1 1 RRI 

2 2 SCL 

3 3 SKT 

4 4 SPD 

5 5 SRR 

6 12 RRI, SCL 

7 13 RRI, SKT 

 ⋮  

16 123 RRI, SCL, SKT 

 ⋮  

31 12345 RRI, SCL, SKT, SPD, SRR 

100

100

100

















FPTNFNTP

TNTP

FPTN

TN

FNTP

TP

분류율

특이도

민감도
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Table 2 Accuracy, sensitivity, specificity on window size and feature combination 

feature 
10s window size 20s window size 30s window size 

Accuracy Sensitivity Specificity Accuracy Sensitivity Specificity Accuracy Sensitivity Specificity 

1 80.77 80.77 80.77 84.62 88.57 81.40 86.54 88.00 85.19 

2 87.18 90.28 84.52 89.74 89.74 89.74 78.85 77.78 80.00 

3 80.77 81.58 80.00 83.33 86.11 80.95 69.23 66.67 72.73 

4 68.59 67.47 69.86 64.10 64.10 64.10 65.38 62.50 70.00 

5 58.97 58.54 59.46 46.15 46.81 45.16 51.92 52.17 51.72 

12 82.69 82.28 83.12 85.90 88.89 83.33 88.46 85.71 91.67 

13 82.05 78.41 86.76 80.77 78.57 83.33 75.00 69.70 84.21 

14 78.85 78.48 79.22 79.49 76.74 82.86 84.62 82.14 87.50 

15 73.08 72.50 73.68 80.77 81.58 80.00 73.08 68.75 80.00 

23 88.46 87.50 89.47 84.62 84.62 84.62 76.92 73.33 81.82 

24 85.26 85.71 84.81 84.62 86.49 82.93 86.54 85.19 88.00 

25 81.41 81.01 81.82 79.49 79.49 79.49 78.85 80.00 77.78 

34 81.41 80.25 82.67 70.51 73.53 68.18 75.00 72.41 78.26 

35 76.92 77.63 76.25 79.49 82.86 76.74 73.08 68.75 80.00 

45 63.46 64.00 62.96 67.95 66.67 69.44 57.69 56.67 59.09 

123 90.38 87.95 93.15 88.46 85.71 91.67 80.77 76.67 86.36 

124 87.18 86.25 88.16 87.18 83.72 91.43 88.46 85.71 91.67 

125 84.61 83.75 85.53 87.18 85.37 89.19 90.38 88.89 92.00 

134 82.05 79.76 84.72 85.90 83.33 88.89 75.00 72.41 78.26 

135 83.97 81.18 87.32 83.33 84.21 82.50 75.00 70.97 80.95 

145 70.51 68.60 72.86 82.05 77.78 87.88 78.85 80.00 77.78 

234 91.67 92.21 91.14 84.62 84.62 84.62 84.62 82.14 87.50 

235 82.05 80.49 83.78 82.05 83.78 80.49 75.00 76.00 74.07 

245 82.69 81.48 84.00 79.49 79.49 79.49 92.31 92.31 92.31 

345 80.13 80.52 79.75 75.64 79.41 72.73 73.08 70.00 77.27 

1234 89.74 88.75 90.79 88.46 87.50 89.47 82.69 79.31 86.96 

1235 87.18 84.52 90.28 89.74 87.80 91.89 80.77 78.57 83.33 

1245 87.18 86.25 88.16 87.18 85.37 89.19 94.23 96.00 92.59 

1345 78.85 77.11 80.82 84.62 81.40 88.57 78.85 77.78 80.00 

2345 86.54 85.19 88.00 87.18 87.18 87.18 84.62 80.00 90.91 

12345 87.82 86.42 89.83 87.18 85.37 89.19 86.54 82.76 91.30 

Mean 81.37* 80.54* 82.36 81.35* 81.19* 81.83 78.78* 76.75* 81.65 

SD 7.65 7.63 7.93 8.94 8.71 9.80 9.41 9.79 9.42 
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높은 성능을 보이는 모델은 1245(RRI, SCL, SPD, 

SRR)로 나타났다. 1245모델은 94.23%의 높은 분류

율을 나타냈으며, 민감도는 96.00%, 특이도는 

92.59%로 안정성 있는 결과를 보였다. 이 결과는 

RR interval, Skin conductance level, speed, 

SRR의 입력 특징의 조합이 인지 부하를 분류함에 

있어 좋은 지표임을 나타낸다.  

10,20 및 30초의 윈도우 크기에 대한 각각의 대

응 표본 결과를 살펴보면, 윈도우 크기가 10초일 

때 30초 보다, 20초일 때 30초 보다 더 좋은 분류

율이 나타났으며(p<.05), 같은 조건에서 더 좋은 

민감도를 나타냈다(p<.05). 하지만 최고의 성능은 

윈도우 크기가 30초일 때로 반대의 결과가 나타났

다. 

단일 입력 특징에 대한 분류율은 10, 20 및 30

초일 때 생리학적 데이터가 운전 수행 데이터보다 

대체적으로 분류율이 높게 나타났다. 이러한 결과

는 본 실험이 실제 차량의 고속도로 주행을 바탕

으로 수행되어 주변 차량 환경이나 차선 변경에 

따라 차량의 speed나 SRR이 유동적이기 때문에 운

전 수행도는 낮은 분류율을 보인 것으로 판단된다. 

하지만 다수의 입력 특징 조합에서의 성능은 10초

의 윈도우 크기에서 234조합, 20초에서 1235조합, 

30초에서 1245조합이 가장 좋은 성능을 보여줬는

데 이것은 생리학적 신호와 운전수행 신호의 조합

이 인지 부하를 분류하는데 있어 훌륭한 입력 특

징 조합으로 사용될 수 있음을 의미한다.  

 

4. 결 론 

 

본 연구에서는 실제 차량운전실험을 통해 추출

된 운전 수행도와 생체 정보를 이용하여 인지 부

하를 분류하고자 하였다. 인지 부하의 분류를 위

해 n-back task를 수행하였으며, 이 중 n-back 

task을 수행하지 않는 운전 구간과 가장 어려운 

난이도의 2-back task가 수행되는 운전 구간을 부

하가 없을 때와 높은 부하로 정의하였다. 인지 부

하의 분류는 데이터마이닝 기술 중 하나인 RBPNN 

알고리즘을 사용하여 운전 수행도와 생리학적 신

호를 10,20 및 30초의 윈도우 크기로 평균하여 학

습 및 평가를 실시하였다. 결과는 30초의 윈도우 

크기일 때 RR interval, Skin conductance, Speed, 

SRR의 합친 조합에서 가장 좋은 성능을 나타냈다. 

추후 연구에서는 인지 부하를 다양한 윈도우 크기

와 입력 특징 조합을 적용하여 더 높은 성능을 기

대해볼 수 있다. 
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